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ABSTRACT

In this article we studysomeresultsof thenon-lineardi-
mensionalityreductionof speechvectors.Spectralcluste-
ring, KernelPCA, Isomap,LaplacianeigenmapsandLo-
cally Linear Embeddingare relatednon-supervisedme-
thodsthat help to discover importantcaracteristicsfrom
datasuchashigh-densityregionsor low-dimensionalsur-
faces(manifolds).This reductionof dimensionis aneces-
sarystepwhenwe want to modelspeechsequenceswith
discriminative/generative functionssuchasSupportVec-
tor Machinesor GaussianProcess.

1. I NTRODUCTI ON

Le signaldeparoleestunesourced’informationne pou-
vantpasêtremodéliséede façonexhaustive sansprendre
en comptesadimensiontemporelle.On ne peutse limi-
ter à le considérercommeune variablealéatoirerepré-
sentéepar un vecteurde paramètresextrait en utilisant
un fenétragefixe (centisecondepar exemple).Pour le si-
gnaldeparole,lesmodèlesdeMarkov cachés(HMM) ont
par exemplepermisd’étendrela modélisationstatistique
par mélangede lois gaussiennes(GMM), en prenanten
comptelesenchaînementstemporels.

Noussouhaitonsétudierl’adéquationdeméthodesdiscri-
minantestellesles machinesà vecteursupport(SVM) et
générativestelleslesProcessusGaussiens(GP)avecle si-
gnal de parole.Pourpouvoir prendreen comptel’évolu-
tion temporelledu signal,il estcourantavec lesSVM de
modéliserdesséquencesd’observations[12]. La difficulté
va alorsprovenir de la dimension

�
desvecteursd’entrée

dansle systèmeet de la taille � de l’ensembledesdon-
néesd’entrainement.En effet, cesdeux paramètrescru-
tiaux influentsurla dimensiondesmatricesdetraitements
internesauxméthodes,il estnécessairedelescontraindre
pourpouvoir obtenirdessolutionsréalisables.

Nousproposonsdanscetarticled’étudierlesvariétésainsi
quele regroupementpermettentderéduirele nombredes
variablespour le signaldeparole,dansle but d’appliquer
parla suitedesmodélisationsparSVM etGP. Celadevrait
introduiredessolutionsplusrobustes(moinssensiblesau
bruit et auxdonnéesaberrantes)et permettrel’analysevi-
suelledela structuredel’information.

Dansla section2 nousprésentonssynthétiquementplu-
sieursméthodesquenousavonsétudiées,baséessur une
décompositionspectrale.Dansla sectionsuivantenousdé-
taillons lesexpériencesmenéesainsiqueanalysedesces
résultats.

2. M ÉTHODES SPECTRAL ES

Lesméthodesbaséessurunedécompositionspectralees-
timent de manièrenon-superviséeles principalesfonc-
tionspropresd’un opérateurqui dépendd’unedensitéde
donnéesinconnue.On est capabled’utiliser leurs résul-
tatspour généraliserles fonctionspropresà desdonnées
externesà l’ensembled’entraînement[3]. L’hypothèseest
que,endépitde la hautecomplexité du sujet,lessonsde
la parolesontgroupésen variétésnon-linéairesde relati-
vementfaibledimensionliéesauprocessusdeproduction
du signalacoustique.

Les algorithmesspectrauxd’estimationde variétéss’ap-
puient,pourun ensembledevecteursd’entrée�������	��

����� � ,
����� �� ��� , sur une matrice de similarité ������� et
conduisentà recherchersesprincipauxvecteursetvaleurs
propres.La représentationenfaibledimensiondechaque
vecteur��� enentréeestobtenueenutilisantles � premiers
vecteurspropresde ������� � �

. Si l’on veutcalculertenir
compted’un nouveauvecteur� , on utilise la formule de
Nyström[5] pourévaluerl’extensiondesvecteurspropres.

En traitementautomatiquedela parole,lesvecteursd’en-
tréesontgénéralementissusd’uneparamétrisationMFCC
ouLPCavec

�
inférieuràla cinquantaine.Lesalgorithmes

spectrauxprojettentcesdonnéesenvecteurs! ���"�	��
#����� � de
dimensiontrèsinférieure,idéalement2 ou3, pourpouvoir
lesanalyservisuellement.

2.1. KernelPCA

Schématiquementl’analyse en composantesprincipales
(PCA) estun changementderepèrequi viseà privilégier
lesaxesdevariancemaximalepar rapportà un ensemble
de données.Les axesoù la variancedesdonnéesest ré-
duite peuvent êtreéliminéspour atteindreune réduction
de la dimensionalitéavec uneperteminimaled’informa-
tion. La transformationest,paressence,linéaire(matrice
de passageorthogonale).Or, pour les vecteursde la pa-
role, il estsouhaitablede pouvoir atteindredesrelations
non-linéaires; la méthodeKernelPCA est unepremière
extensiondePCAqui l’envisage.

Kernel PCA réaliseune analyseen composantesprinci-
palesdansl’espace� � � appelé$ espacedecaractéristiques%
généréà l’aide d’une fonction noyau &��'� �)( ��* � tel que
��� ( � * �+�� � �,( &��'�-� ( � * �/.10 �'�-� � 230 �'� * � [11]. La transfor-
mationnon-linéaire

0 �'� � implicite dansla fonctionnoyau
permetauKernelPCAdetrouverunsous-espacequi, plus
qu’une réductionde dimensionalité,est le résultatd’un
processusd’extractiond’information.



Si 4 est la matricede l’ensembledestransforméesdes
donnéesd’apprentissage,dans l’espace des caractéris-
tiques,centrées,la matrice 5 decovariancede cestrans-
forméesvérifie : �65 . 4�784 . Si � estla matrice« ker-
nel», pardéfinition, � . 464�7 .
Il vient quesi 469 estvecteurproprede �65 associéà la
valeurpropre: , 4 estunvecteurproprede � associéà la
mêmevaleurpropre:

9 . :�; 
"<>= ��	��
@? � 0 �'� � �

? .BADCE F (1)

En associantdecettemanièreà tout vecteurpropre9G* de
�65 , le vecteur? * etla valeurpropre: * , laprojectiond’un
nouveauvecteur

0 �'� � surla direction9 * estdonnéepar:

H ��� � CJI . 9K7* 0 ��� �L. M�8��
�N *� 0 ����� � ( 0 �'� �. M�	��
KN *� &���� �>( � �
(2)

où N * . : ; 
O<P=* ? * � * ��
#����� �RQ .
Une réductiond’information s’obtient en conservant les
valeurset vecteurspropreslesplusélevés.

2.2. Isomap

Isomap[13] estunegénéralisationnon-linéairedel’algo-
rithme d’échellemultidimensionnelle(MDS). MDS per-
metàpartirdesdistanceseuclidiennesentrepoints,dedé-
terminerun systèmede coordonnéesréduit qui préserve
les distances.L’idée fondamentaledu MDS estla défini-
tion d’un produità partir dela distanceentrelesvecteurs.

Cettedéfinitionnécessitedecentrercesvecteurs[4] : l’ex-
pression� � 2 �-* dépendnonseulementdesdistances2-à-2� = � * ( � = S � ( et

� = S * mais de toutesles autresdistancesentre
points:

��� 2 � * .UT6VW � � = � * TXVY
M
S ��


� = S * TXVY
M
Z ��


� = � ZP[ VY =
M
S ��


M
Z �D


� = S Z �

(3)
L’étudedesvecteurset valeurspropresde la matricedes
produitsscalairespermetuneréductiondela dimensionde
l’espaced’observations.

Isomapconstruit un graphedont les sommetssont les
pointset lesarêteslesdistancesentreeux.Un sommetest
adjacentà un autreseulements’ils sontproches.On es-
timela distancegéodésiqueentrechaquepairededonnées
par la distancela pluscourteparcouruesur le graphe(al-
gorithmedeFloyd ouDjikstra).OnappliqueMDS àpartir
decesdistancesgéodésiquespourobtenirle nouveausys-
tèmedecoordonnées.

2.3. Locally Linear Embedding

L’algorithmeLLE [10] modéliseunevariétécommeune
union de petitsespaceslinéaires.Il exploite la géométrie
localedespoints ��� dansl’espaceoriginal pour la repro-
duire dansun espacede plus faible dimension.Chaque
point � � a un voisinage����\ � et l’idée consisteà exprimer
� � commeunecombinaisonlinéairedesesvoisins ���'\ � et
de construiresonimagedansle nouvel espace!]� en res-
pectantcetterelation.

Les combinaisonslinéairessontobtenuesen minimisant
l’erreur quadratiqueglobale:

�
^ ��� T *#_ ��`8�	a

b � * � * ^ = (4)

souslescontraintes *#_ ��`8�	a b � * . V ()c \ . Cescontraintes
assurentl’in variancepar translationdespoints et de ses
voisins.Uneprocédurederésolutionconsisteà utiliser le
Lagrangienen décomposantle problèmeen � souspro-
blèmes.

On cherchealorsun espaced dedimension
� 7 (

� 7e� �
)

et un ensemblede points !]���"�8�D

����� � , ! �f��d tels que
l’équationsuivantesoitminimale,

b � * étantdonné:

�
^ !]� T

*#_ ��`8�	a
b � * ! * ^ =

(5)

d doit pouvoir êtretranslatésansaffecter la fonction de
coût,donc � ! � .hg

. Pouréviter dessolutionsdégéné-
rées,la covariancede d estdiagonaleet 
� � ! � ! 7� .ji

.
Cette contraintelie toutes les variableset le problème
d’optimisationne peut pasêtre décomposépour chaque
\ commeprécédemment.

La solutionestdela forme:

� ikT b � 7 � ilT b � d .mV
� don (6)

La réductionde la dimensionà
� 7 est reliéeaux

� 7 plus
petitesvaleurspropresnonnullesde � ipT b � 7�� ilT b �

.

2.4. Spectralclustering

Les résultatsdu regroupementde donnéesbasésur une
décompositionspectralesontprochesdeceuxsubjective-
ment perçusles humains.Contrairementà l’algorithme
desk-means,ils sontcapablesde trouver desclassesde
structurenonconvexe.Cesméthodesutilisentlesvecteurs
propresd’unematricedérivéedela distanceentrelesvec-
teurs�-� ( \ . V/qrqrq � pourdéterminerlesgroupes.

L’algorithme« spectralclustering» proposépar[8] estune
approximationde la solution au problème(NP-complet)
dela séparationd’un grapheenk-groupes.À partir d’une
matriced’affinité s nonnégativeet symétriquequi repré-
sentelesdistancesentrepoints,estdéfinieunematrice t
diagonaledontla valeur �'\ ( \ � estla sommedela ligne \ de
s .

Les vecteurspropres,associésaux plus grandesvaleurs
propresdu Laplacien u . t�; 
O<P= sot�; 
O<P= , permettent
de construireunereprésentationde faible dimensiondes
pointsoriginaux.Uneprocédurek-meansaideà détermi-
nerlesclassesdedonnées.

2.5. Laplacian Eigenmaps

Cet algorithme[2] est une varianteet mélangeles mé-
thodes précédentes.Une représentationgraphiquedes
donnéesest obtenueen considérantcomme nœudsles
points� � etcommepoidssurlesarètes,

b � * , lesdistances
calculésavecun noyauGaussienou un noyaudetypeles
k-plusprochesvoisins.Si t estla matricediagonaleavec
élémentst �'� . * b � * , la fonctionà minimiserest:

� * �'! � T ! * � = b � * (7)



De manièresimilaire au LLE, la minimisationest forte
souslescontraintesd’uneprojectioncentrée,devariance
unitaire.La solutionesttrouvéegrâceauxplusfaiblesva-
leurspropres.

2.6. Comparaisondesméthodes

Lesalgorithmesdesméthodesderéductiondedimension
sedéroulentselondesschémascomparables: dessuites
d’optimisationset de décompositionsspectralessont ef-
fectuéesàchaquefois.

MDS approcheunematricedeGramdeproduitsscalaires.
Cettematricepossèdelesmêmesvaleurspropresquecelle
dela matricedecovariancedel’A CP: lessortiesdesdeux
procéduressontéquivalentes.

Selon[6, 9], Isomap,LLE, Laplacianeigenmapset spec-
tral clusteringpeuvent être considéréscommedes ins-
tancesdeKernelPCAoùlamatricedeGramaétécalculée
à partir desgraphespondérésau lieu d’une fonctionpré-
définie.Cesnoyauxsontdits « dépendantsdesdonnées».
Les graphesreflètentles relationsde voisinagedesdon-
néesd’entrée.

3. EXPÉRI ENCES

Nousavonseffectuédesexpériencesderéductionnon li-
néairedela dimensionalité,deregroupementet dedérou-
lementdevariétéssurdesséquencesdeparoledansunes-
prit de« fouille dedonnées». On a utilisé desséquences
devecteursMFCC du corpusOGI multilangues[7]. Seul
lesextraitsdeparolespontanéeontététraités(souscorpus
« story-bt», segmentsde45 secondes).

3.1. Visualisationdesvariétés

La visualisationdesvariétésassociéesaux séquencesde
paroleobtenuespar Isomapet LLE permettentde distin-
guerunedistribution et un regroupementselonles unités
phonétiques.

Sur les figures 1 et 2, chaque ! , image d’une don-
née � , est étiquetémanuellementde la façonsuivante:
#=pause,#bn=bruitdefond,c=silenceocclusive,0=occlu-
sives,F=fricatives,N=nasales,Vx=voyelles.

FI G. 1: Représentationd’uneséquencedeparoleobtenue
avecl’algorithmeIsomap.

Surla figure1, on retouveunerépartitionintéressantedes
classes.Au milieu, on aperçoit les consonnesavec des
regroupementsrelativementhomogènesensilencesavant
occlusion,nasales,fricatives,occlusives.Et sur la partie
gauchedela figuresontregroupéeslesvoyelles.
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FI G. 2: Représentationd’uneséquencedeparoleobtenue
avecla méthodeLLE.

Sur la figure 2, les zonesde regroupementsont un peu
moins homogènesquesur la figure précédente,mais on
notetoutdemêmeunclivageentreconsonnes(àdroite)et
voyelles(àgauche).

Ces projectionspermettentd’envisager de réaliser des
classificationsautomatiques.Dansle paragraphesuivant
nousallonsenvisagerunetelle utilisation.

3.2. Détectionautomatiquedeclasses

Le deuxièmetest illustre l’application d’une méthodede
classificationausous-espaceoptenuparun« spectralclus-
tering».Cetteméthode,présentéeen[1], permetd’obtenir
uneclassificationautomatiquederégions.

FI G. 3: Détectionsmanuelleet automatiquedesclasses
phonétiquespar « spectralclustering». On distingueles
trois principalesclassesphonétiques: silences(en bas),
consonnes(aumilieu) et voyelles(enhaut).



La figure3, surla partiehaute,estuneprojectiondestrois
premièresdimensionsoptenuaprès« spectralclustering»,
avec affichagedesclassesavec le mêmeétiquetageque
précédemment.La projection en dessous,représentele
résultatobtenuaprèsuneclassificationautomatique.Les
trois figuressonttrèssimilaires: la classificationautoma-
tiquenouspermetdediscriminerlesdifférentesclasses.

3.3. Étudesdesvariétés

La figure 4 représenteles projectionssur trois langues
deséquencesde la paroleaprèsréductionnonlinéairede
la dimension.Seulsles segmentsconsonantiques(détec-
tésautomatiquement)sontreprésentés.Chaqueprojection
laisseapparaitreune forme spécifiqueà chaquelangue.
Il est à noter que ces formes apparaissentau bout de
quelquessecondes: trèspeudereprésentantssontnéces-
sairespourcommencerà lesanalyser.
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FI G. 4: Répresentationmultilanguesdeséquencesdepa-
roleparspectralclustering.Leslanguesétudiéessontl’an-
glais (en haut),le mandarin(au milieu) et l’espagnol(en
bas).

4. CONCL USI ONS ET PERSPECTI VES

Nousavonsprésentéplusieursméthodesderéductionnon
linéairedeséquencesdeparole,baséessur la décomposi-
tion spectrale.Cesméthodesnousont permisde visua-
liser en dimension2 ou 3 l’espacedes caractéristiques
(section3.1), en faisantapparaitredesregroupementsde
grandesclassesphonétiques.Dans la section 3.2 nous
avonsappliquéuneclassificationautomatiquetravaillant
danscet espaceprojeté,ce qui a permisde les discrimi-
ner. La projectiondecertainesclassesphonétiquessurplu-
sieurslanguesfait apparaîtredifférentesvariétés(formes)
associéesauprocessusdeproductiondela parole.

Notreobjectifmaintenantconsisteàdécouvrirlesgéomé-
triesdecesdifférentesvariétésafindepouvoir lesdétecter
et les identifier. La modificationdescontraintesd’optimi-
sationde certainesméthodes,tellesLLE ou Isomap,doit
nouspermettredereconstituerlesformesdesdistributions
desdonnéesacoustiquesafin de les caractériseret de les
comparer.

NousnousinteressonségalementàlaméthodedeNyström
[3]. Celle-ciévitederecalculersystématiquementlesvec-
teurspropresdesmatricessemi-définiespositivesquel’on
a trouvéscommesolutionaveclesméthodesderéduction

spectralesnon-linéaireen les généralisantaux nouveaux
vecteursd’entrée.

Nous pensonsque, appliquésà la parole ces méthodes
pourront être utiles pour la caractérisationde certaines
modesde productionacoustiques,en utilisant des mé-
thodesdiscriminantes(type SVM) ou génératives (GP)
pour des tâchesd’indexation sonore,d’identification de
languesou dereconnaissancedelocuteur.
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